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Abstrak — Indonesia memiliki keanekaragaman hayati 

termasuk berbagai jenis jamur. Beberapa di antaranya aman 

dikonsumsi sementara lainnya beracun. Identifikasi yang salah 

dapat menyebabkan keracunan serius sehingga dibutuhkan 

sistem yang mampu mengklasifikasikan jenis jamur secara 

otomatis. Penelitian ini bertujuan mengembangkan sistem 

klasifikasi jamur layak konsumsi menggunakan metode 

Convolutional Neural Network (CNN) dengan arsitektur 

EfficientNetV2. Dataset terdiri dari 3000 citra jamur layak 

konsumsi dan 3000 citra jamur tidak layak konsumsi yang 

diperoleh dari Kaggle. Tahapan penelitian meliputi 

preprocessing citra, augmentasi data, tuning hyperparameter, 

dan evaluasi menggunakan confusion matrix. Hasil penelitian 

menunjukkan bahwa kombinasi hyperparameter learning rate 

0.0001, batch size 32 dan 50 epoch memberikan akurasi tertinggi 

sebesar 95,75%. Sistem ini diharapkan mampu membantu 

masyarakat dalam mengidentifikasi jamur dengan lebih aman 

dan akurat. 

Kata kunci— Convolutional Neural Network, EfficientNetV2, 

Klasifikasi, Hyperparameter. 

I. PENDAHULUAN 

Indonesia memiliki keanekaragaman hayati yang luar 

biasa termasuk puluhan ribu jenis jamur yang tumbuh di 

negara ini [1]. Dari 70.000 spesies jamur di dunia, sekitar 

2.000 aman dikonsumsi, sementara 10% dari 30 spesies 

jamur beracun dianggap mematikan [2]. Beberapa contoh 

jamur yang dapat dimakan (edible mushrooms) antara lain 

Pleurotus ostreatus (jamur tiram) dan Auricularia auricula 

(jamur kuping) [3][4]. Di sisi lain, ada juga jamur yang sangat 

beracun seperti Amanita phalloides dan Russula emetica 

[5][6]. Serta beberapa jenis yang hanya boleh dimakan 

sebagai obat [7][8].  

Jamur dapat menjadi sumber nutrisi yang baik. Namun 

kesalahan dalam mengidentifikasinya dapat menyebabkan 

keracunan serius karena beberapa jenis jamur mengandung 

senyawa berbahaya bagi tubuh manusia [9]. Bentuk, warna, 

dan tekstur payung adalah ciri morfologi jamur yang dapat 

dilihat untuk membedakan jamur yang dapat dan tidak dapat 

dikonsumsi [10][11]. Namun pada beberapa jamur beracun 

memiliki bentuk yang sangat mirip dengan jamur yang dapat 

dikonsumsi sehingga sulit untuk membedakannya dengan 

mata telanjang [12].  

Kemajuan teknologi khususnya dalam bidang 

pengolahan citra digital memungkinkan pengembangan 

sistem klasifikasi jamur secara otomatis [13]. Penerapan 

metode Convolutional Neural Network (CNN) dalam 

klasifikasi citra telah menjadi topik penelitian yang menarik 

dalam beberapa tahun terakhir [14]. Convolutional Neural 

Network (CNN) telah terbukti efektif dalam menganalisis 

data citra dengan keunggulan mengenali pola visual yang 

kompleks melalui lapisan convolutional [15][16]. Dengan 

memanfaatkan CNN komputer dapat dilatih untuk mengenali 

pola visual karakteristik jamur konsumsi atau beracun, 

sehingga dapat memungkinkan proses klasifikasi jamur 

secara otomatis [17]. 

Pada penelitian [18] dilakukan identifikasi jamur yang 

layak dan tidak layak konsumsi menggunakan Convolutional 

Neural Network (CNN) dengan arsitektur EfficientNet. 

Dataset yang digunakan terdiri dari 3000 citra jamur beracun 

dan 3000 citra jamur tidak beracun. Sistem yang dirancang 

mampu mencapai akurasi sebesar 89% dan nilai loss 0,7963.  

Pada penelitian [19] menggunakan model EfficientNetV2 

dalam memprediksi jenis kelamin pada wajah pengguna 

masker. Data terdiri dari 72.318 data training dan 16.813 data 

testing. Hasil penelitian menunjukkan akurasi sebesar 94.5% 

untuk data training dan 94.7% untuk data testing. 

Penelitian [20] menggunakan Naïve Bayes untuk 

klasifikasi jamur dengan akurasi terbaik 100%, namun 

menggunakan metode berbeda dari penelitian ini. Penelitian 

[21] mengklasifikasikan jamur berdasarkan genus dengan 

CNN, menghasilkan akurasi pengujian 76%.  

Penelitian [22] menunjukkan bahwa arsitektur 

MobileNetV2 memberikan akurasi 92,19% pada klasifikasi 

jamur menggunakan metode Transfer Learning. 

EfficientNetV2 memiliki kecepatan pelatihan yang lebih 

cepat dan efisiensi parameter yang lebih baik daripada model 

sebelumnya [23]. Dari beberapa penelitian, arsitektur 

EfficientNetV2 terbukti efisien dalam memprediksi citra 

dengan akurasi yang tinggi. Berdasarkan hal tersebut penulis 
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melakukan penelitian tentang “Implementasi metode 

Convolutional Neural Network dalam pengembangan 

klasifikasi jamur layak konsumsi menggunakan arsitektur 

EfficientNetV2”. 

II. KAJIAN TEORI 

 

A. Convolutional Neural Network 

Convolutional Neural Network (CNN) adalah arsitektur 

deep learning yang digunakan dalam klasifikasi gambar 

otomatis. CNN mengekstraksi fitur penting dari gambar 

melalui beberapa convolutional layer, memungkinkan model 

untuk mengenali pola dan membuatnya lebih unggul dalam 

klasifikasi citra dibandingkan dengan metode berbasis fitur 

manual. Struktur utama CNN meliputi convolutional layer, 

pooling layer, dan fully connected layer [24]. 

 
GAMBAR 1   

(ARSITERKTUR CNN) 

1. Convolutional Layer 

Convolutional layer adalah komponen utama dalam CNN 

yang melakukan ekstraksi fitur menggunakan kernel 

berukuran 3x3 atau 5x5. Kernel ini melakukan operasi 

konvolusi dengan memindai setiap piksel gambar dan 

menghasilkan feature map yang diteruskan ke lapisan 

berikutnya. Proses konvolusi melibatkan operasi perkalian 

antara elemen kernel dan data input, yang hasilnya 

dijumlahkan [13]. 

2. Pooling Layer 

Pooling layer bertujuan untuk melakukan down sampling 

dan pengurangan dimensi gambar, mengurangi beban 

komputasi jaringan. Teknik pooling yang umum digunakan 

adalah max pooling dan average pooling, yang bertujuan 

untuk mengurangi ukuran citra tanpa mengurangi informasi 

penting. Beberapa teknik lain seperti Lp pooling dan mixed 

pooling juga digunakan untuk mengurangi overfitting [25]. 

3. Fully Connected Layer 

Fully Connected (FC) layer terletak di akhir jaringan 

CNN dan menghubungkan neuron di lapisan sebelumnya 

dengan neuron di lapisan berikutnya. FC layer digunakan 

untuk mengklasifikasikan fitur yang diekstraksi oleh 

convolutional dan pooling layers, dengan setiap neuron 

terhubung ke seluruh neuron di lapisan sebelumnya dan 

berikutnya [16]. 

 

B. EfficientNetV2 

EfficientNetV2 merupakan arsitektur convolutional 

network yang lebih efisien dibandingkan dengan model 

pendahulunya, EfficientNet [26]. EfficientNetV2 

memungkinkan pelatihan model 3-9x lebih cepat dengan 

ukuran parameter yang lebih kecil, hingga 6.8x lebih kecil, 

yang membuatnya lebih efisien dalam penggunaan sumber 

daya komputasi. 

Peningkatan utama pada EfficientNetV2 termasuk 

penambahan Fused-MBConv untuk mengatasi kelemahan 

lapisan MBConv pada EfficientNet, terutama pada tahap awal 

pelatihan. Selain itu, penggabungan MBConv dan Fused-

MBConv mempercepat pelatihan tanpa menambah jumlah 

parameter. Arsitektur EfficientNetV2 terdiri dari beberapa 

blok baru yang meningkatkan kinerja dan efisiensi, termasuk 

MBConv, Fused-MBConv, dan Squeeze-and-Excitation 

(SE), yang menunjukkan struktur model yang lebih optimal 

dan efisien dibandingkan dengan EfficientNet [23]. 
TABEL 1  

(ARSITEKTUR EFFICIENNETV2) 

Stage 
c 

Operator 

�̂�𝑐 

Stride 
 

# 

Channels 

�̂�𝑐 

# 
Layers 

�̂�𝑐 

0 Convn3x3 2 24 1 

1 Fused-MBConvn1, k3x3 1 24 2 

2 Fused-MBConvn4, k3x3 2 48 4 

3 Fused-MBConvn4, k3x3 2 64 4 

4 
MBConvn4, k3x3, 
SE0.25 

2 128 6 

5 
MBConvn6, k3x3, 

SE0.25 
1 160 9 

6 
MBConvn6, k3x3, 

SE0.25 
2 256 15 

7 
Convn1x1 & Pooling & 

FC 
- 1280 1 

III. METODE 

A. Desain Sistem 

Pada tugas akhir ini dibuat sistem untuk melakukan 

klasifikasi jamur yang bisa dan tidak bisa dimakan 

menggunakan Convolutional Neural Network dengan 

arsitektur EfficientNetV2.  

 
GAMBAR 2  

(DIAGRAM ALUR KERJA SISTEM) 

Flowchart pada Gambar 1 menjelaskan alur kerja sistem. 
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Dimulai dari input dataset yang berisi dua kelas jamur (bisa 

dimakan dan tidak bisa dimakan). Dataset ini diproses melalui 

tahap preprocessing untuk persiapan pelatihan. Model dilatih 

dan diuji menggunakan CNN dengan arsitektur EfficientNetV2, 

lalu melakukan klasifikasi jamur. Tahap akhir adalah evaluasi 

performa menggunakan parameter seperti akurasi, loss, presisi, 

recall, dan f1-score untuk menilai kinerja sistem. 

B. Dataset 

Penelitian ini menggunakan dataset citra jamur dari Kaggle 

[27] dalam format JPG dan model warna RGB. Dataset terdiri 

dari 29.100 citra, terbagi menjadi dua kategori: jamur bisa 

dimakan (12.775 citra) dan tidak bisa dimakan (16.325 citra).  

Untuk mengurangi beban komputasi pada arsitektur 

EfficientNetV2, digunakan 6.000 citra dengan pembagian 

masing-masing 3.000 citra per kategori. Dataset dibagi menjadi 

data training dan testing. Data training digunakan untuk melatih 

sistem mengenali pola citra, sedangkan data testing digunakan 

untuk mengevaluasi kinerja sistem. Terdapat dua skenario 

proses validasi: split dataset (80% training, 20% validation) dan 

cross-validation. Gambar di bawah ini memperlihatkan contoh 

dari dataset citra jamur yang akan digunakan ini. 

 

(a) 

 

(b) 

GAMBAR 3  

(CONTOH DATASET YANG AKAN DIGUNAKAN (A) 

ARMILLARIA TABESCENS (B) HYPOMYCES LACTIFLUORUM) 

C. Pre-processing 

Pre-processing bertujuan mengoptimalkan kualitas citra, 

menghilangkan noise, dan menyesuaikan data agar sesuai 

untuk pelatihan CNN. Pada tahap ini citra jamur akan di 

resize menjadi 224x224 piksel untuk menyesuaikan ukuran 

input model. Selain itu dilakukan augmentasi data untuk 

meningkatkan performa dan ketahanan model terhadap 

variasi data. Teknik augmentasi yang digunakan meliputi: 

1. Rotasi hingga 30 derajat. 

2. Pergeseran horizontal hingga 25% dari lebar citra. 

3. Pergeseran vertikal hingga 25% dari tinggi citra. 

4. Transformasi geser dengan sudut tertentu. 

5. Zoom hingga 25%. 

6. Membalikkan citra secara horizontal. 

Tahap ini menghasilkan data pelatihan yang lebih 

bervariasi dan mempersiapkan citra untuk proses pelatihan 

model. 

D. Arsitektur Sistem 

Setelah melakukan preprocessing data, langkah 

selanjutnya adalah melatih model menggunakan arsitektur 

CNN. Pada tugas akhir ini akan menggunakan arsitektur 

EfficientNetV2 dengan tambahan beberapa layer seperti 

pooling, dropout dan dense. Berikut merupakan gambar 

rancangan desain arsitektur CNN yang akan digunakan dalam 

tugas akhir ini. 

 
GAMBAR 4  

(ARSITEKTUR MODEL SISTEM) 

E. Parameter Pengujian Sistem 

Parameter pengujian merupakan faktor-faktor yang 

divariasikan atau dimodifikasi dalam rangka menguji sistem 

yang telah dirancang. Pada penelitian ini terdapat beberapa 

variasi parameter yang digunakan adalah: 

1. Parameter learning rate dengan nilai 0,01; 0,001 dan 

0,0001. 

2. Parameter batch size dengan ukuran 8, 16, 32 dan 64. 

3. Parameter epoch 10, 20, 30, 40 dan 50. 

F. Pengujian Sistem 

Pengujian sistem bertujuan untuk mengukur sejauh mana 

sistem mampu berfungsi secara optimal dalam berbagai 

kondisi. Proses pengujian dilakukan dengan menganalisis 

pengaruh perubahan hyperparameter terhadap performa dataset 

dan arsitektur yang digunakan untuk mengidentifikasi 

kombinasi parameter terbaik bagi sistem ini. 

 

 
GAMBAR 5  

(FLOWCHART ALUR PENGUJIAN SISTEM) 
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Proses pengujian sistem dilakukan dengan menganalisis 

pengaruh perubahan hyperparameter terhadap performa dataset 

dan arsitektur yang digunakan, untuk mengidentifikasi 

kombinasi parameter terbaik. Hyperparameter yang diuji 

meliputi optimizer, learning rate, batch size, dan epoch.  

Adam optimizer dipilih karena kecepatan, kestabilan, serta 

kemampuannya dalam menangani noise, outlier, atau gradien 

yang tidak merata. Learning rate diuji untuk menentukan nilai 

terbaik yang mengoptimalkan langkah pembaruan bobot 

selama pelatihan. Variasi batch size (8, 16, 32, 64) diuji untuk 

menemukan jumlah sampel ideal yang diproses dalam satu 

iterasi. Sementara itu pengujian epoch dilakukan untuk 

menentukan jumlah siklus pelatihan optimal.  

Semua pengujian menggunakan ukuran input citra 224x224 

piksel sebagai parameter konstan dengan Adam optimizer, serta 

kombinasi learning rate dan batch size terbaik dari pengujian 

sebelumnya. 

 

IV. HASIL DAN PEMBAHASAN 

A. Tuning Hyperparameter 

Tuning hyperparameter merupakan langkah penting untuk 

memastikan model EfficientNetV2 dapat mencapai performa 

optimal dalam tugas klasifikasi. Hyperparameter yang diuji 

dalam penelitian ini meliputi learning rate, batch size dan 

jumlah epoch. Setiap parameter diuji secara terpisah dengan 

pendekatan bertahap untuk menilai pengaruhnya terhadap 

performa model. 

Proses tuning mengikuti skenario pengujian yang telah 

dijelaskan di sub-bab sebelumnya dengan pengaturan dataset, 

parameter awal model, dan metrik evaluasi untuk menilai 

performa model. Tuning dilakukan untuk menemukan 

kombinasi hyperparameter terbaik yang mengoptimalkan 

akurasi, loss, dan efisiensi pelatihan. 

1. Tuning Hyperparameter Learning rate 

Pengujian sistem diawali dengan melakukan tuning 

hyperparameter pada learning rate. Variasi learning rate 

yang digunakan meliputi 0,01; 0,001; dan 0,0001. Pengujian 

dilakukan dengan parameter tetap yaitu optimizer Adam, 50 

epoch, dan batch size 32. 
TABEL 2  

(HASIL PENGUJIAN LEARNING RATE) 

Learning rate Akurasi Loss Presisi Recall F1-score 

0,01 78,91% 0,5268 78,67% 79,33% 79% 

0,001 92,91% 0,3325 92,28% 93,66% 92,97% 

0,0001 94,91% 0,2992 94,54% 95,33% 94,93% 

Performa terbaik dicapai pada learning rate 0,0001 dengan 

akurasi tertinggi sebesar 94,91% dan loss terendah sebesar 

0,2992. 

   
GAMBAR 6 

 (GRAFIK PENGUJIAN LEARNING RATE TERBAIK)  

Grafik training pada nilai ini menunjukkan kurva yang baik 

serta tidak menunjukkan grafik overfitting maupun 

underfitting. Langkah tuning parameter selanjutnya akan 

menggunakan parameter tetap dengan learning rate 0,0001 

2. Tuning Hyperparameter Learning rate 

Pada pengujian sistem yang kedua adalah tuning 

hyperparameter batch size. Variasi nilai batch size yang 

digunakan ada 4 yaitu 8, 16, 32 dan 64. Parameter tetap yang 

digunakan dalam pengujian adalah optimizer Adam, epoch 50 

dan learning rate 0,0001. 
TABEL 3 

 (HASIL PENGUJIAN BATCH SIZE) 

Batch 

size 
Akurasi Loss Presisi Recall 

F1-

score 

Waktu 

training 

(s) 

8 94,76% 0,3024 94,20 94,5% 94,35% 5605,15 

16 94,83% 0,3007 94,09% 95,66% 94,68% 4328,56 

32 95,42% 0,2866 95,95% 94,83% 95,39% 4216,78 

64 94,92% 0,2992 94,54% 95,33% 94,94% 4192,5 

Performa terbaik dicapai pada batch size 32 dengan akurasi 

tertinggi sebesar 95,42% dan loss terendah sebesar 0,2866.

   
GAMBAR 7  

(GRAFIK PENGUJIAN BATCH SIZE TERBAIK) 
Grafik training pada nilai batch size 32 menunjukkan kurva 

yang baik dan tidak menunjukkan grafik overfitting maupun 

underfitting. Langkah tuning parameter selanjutnya akan 

menggunakan parameter tetap dengan nilai batch size 32. 

1. Tuning hyperparameter Epoch 

Pada pengujian sistem yang ketiga dilakukan tuning 

hyperparameter epoch. Variasi nilai epoch yang digunakan 

yaitu 10, 20, 30, 40 dan 50. Parameter tetap yang digunakan 

dalam pengujian adalah optimizer Adam, learning rate 

0.0001 dan batch size 32. 

TABEL 4  

(HASIL PENGUJIAN EPOCH) 

Epoch Akurasi Loss Presisi Recall 
F1-

score 

Waktu 

training 

(s) 

10 92,91% 0,3149 94,20% 96,10% 95,15% 884,2 

20 95,08% 0,2926 94,50% 96,00% 95,25% 1742,9 

30 95,75% 0,2825 93,95% 95,83% 94,88% 2529,5 

40 95,75% 0,2825 94,78% 96,83% 95,79% 3234,1 

50 95,75% 0,2825 94,78% 96,83% 95,79% 4196,9 

Hasil pengujian menunjukkan peningkatan performa 

model seiring dengan bertambahnya jumlah epoch. Akurasi 

tertinggi tercapai pada epoch 30. Namun pada epoch 40 dan 

50 tidak ada peningkatan performa yang signifikan karena 

nilai maksimum akurasi dan loss tetap sama seperti pada 

epoch 30.  



 

 

   

GAMBAR 8 

 (GRAFIK TERBAIK PENGUJIAN EPOCH) 

Epoch 30 merupakan pilihan yang optimal untuk model ini 

karena dapat memberikan performa terbaik dengan waktu 

komputasi lebih efisien dibandingkan epoch yang lebih 

tinggi. 

2. Kombinasi Hyperparameter EfficientNetV2 

Hasil tuning hyperparameter menunjukkan kombinasi 

terbaik untuk EfficientNetV2 adalah learning rate 0,0001, 

batch size 32 dan epoch 30. 
TABEL 5 

 (KOMBINASI TERBAIK EFFICIENTNETV2) 
Hyper-
parame

ter 

Akuras

i 
Loss Presisi Recall 

F1-

score 

Waktu 
trainin

g (s) 

Learni
ng rate 

0,0001 

95,75% 0,2825 94,78% 96,83% 95,79% 2529,5 Batch 

size 32 

Epoch 

30 

B. Cross Validation 

Cross validation digunakan untuk mengevaluasi performa 

model dengan membagi data menjadi beberapa fold dan 

memastikan model tidak hanya menghafal dataset yang sama. 

Nilai k-fold yang digunakan dalam penelitian ini adalah k = 5. 

Pengujian dilakukan pada kedua model menggunakan 

dataset yang sama dengan hyperparameter terbaik dari hasil 

tuning sebelumnya. Akan tetapi untuk parameter epoch akan 

dilakukan penyesuaian karena keterbatasan komputasi. Tiap 

fold dilatih menggunakan 20 epoch, dengan total 100 epoch 

untuk seluruh proses. 
TABEL 6  

(HASIL PENGUJIAN CROSS VALIDATION EFFICIENTNETV) 

Fold Akurasi Loss Presisi Recall 
F1-

score 

Waktu 
training 

(s) 

1 93,67% 0,1994 

98,67% 98,8% 98,73% 8438.86 

2 93,58% 0,2663 

3 93,67% 0,2020 

4 93,5% 0,2799 

5 94,33% 0,2018 

Rata 
- rata 

93,75% 0,2299 

Model EfficientNetV2 mencapai rata-rata akurasi 93,75%, 

dengan akurasi tertinggi 94,33% (fold ke-5) dan terendah 

93,50% (fold ke-4), menunjukkan performa yang stabil. Nilai 

loss rata-rata sebesar 0,2299 dengan rentang 0,1994 hingga 

0,2799, mencerminkan kemampuan model meminimalkan 

kesalahan. Total waktu pelatihan untuk semua fold adalah 

8483,86 detik. 

C. Perbandingan dengan Penelitian Sebelumnya 

Penelitian ini membandingkan implementasi metode 

Convolutional Neural Network (CNN) dengan arsitektur 

EfficientNetV2 dalam klasifikasi jamur menggunakan dataset 

yang sama dengan penelitian terdahulu, yang terdiri dari 

6.000 citra jamur dengan dua kelas: edible dan inedible. 

Pembagian data terdiri dari 80% untuk data latih dan 20% 

untuk data uji, sama seperti penelitian sebelumnya. 
TABEL 7  

(PERBANDINGAN EFFICIENTNETV2 DENGAN MODEL 

SEBELUMNYA) 

Model Akurasi Loss Presisi Recall 
F1-

score 

EfficientNetV2 

(Penelitian 

Ini) 

95,75% 0,2825 94,67% 96,76% 95,71% 

EfficientNet 

(Penelitian 

Sebelumnya) 

89% 0,7963 89% 89% 89% 

 

Penelitian ini menggunakan EfficientNetV2 dan 

memperoleh hasil terbaik dengan akurasi 95,75%, loss 

0,2825, presisi 94,67%, recall 96,76%, dan f1-score 95,71%. 

Waktu pelatihan yang dibutuhkan adalah 2529,5 detik 

dengan pengaturan learning rate 0,0001, batch size 32, dan 

epoch 30. Sebagai perbandingan, penelitian sebelumnya 

dengan model EfficientNet mencapai akurasi 89%, loss 

0,7963, presisi 89%, recall 89%, dan f1-score 89%, dengan 

pengaturan parameter berbeda. 

Peningkatan akurasi sekitar 6% menunjukkan bahwa 

EfficientNetV2 lebih efisien dalam memproses citra dengan 

lebih sedikit parameter, sehingga mengurangi loss dan 

meningkatkan performa. Penelitian ini juga menerapkan 

augmentasi data, seperti rotasi dan zoom, yang tidak 

digunakan dalam penelitian sebelumnya, untuk memperkaya 

variasi citra dan mengurangi overfitting. Selain itu, pengujian 

tuning hyperparameter yang lebih mendalam menghasilkan 

performa model yang lebih baik, dibandingkan dengan 

parameter standar yang digunakan sebelumnya. 

Secara keseluruhan, penerapan EfficientNetV2, 

augmentasi data, dan tuning hyperparameter yang lebih 

cermat berhasil meningkatkan akurasi dan performa model 

dalam klasifikasi citra jamur. 

 

V. KESIMPULAN 

Pada penelitian ini, implementasi CNN dengan arsitektur 
EfficientNetV2 menghasilkan akurasi terbaik sebesar 95,75% 
dan nilai loss yang rendah yaitu 0,2825, dengan metrik 
evaluasi presisi 94,78%, recall 96,83%, dan f1-score 95,79%. 
Hasil cross validation menunjukkan rata-rata akurasi 93,72% 
dan loss rata-rata 0,3081, dengan waktu total 8483,29 detik, 
yang mengindikasikan stabilitas performa pada berbagai 
subset data. Pengujian tuning hyperparameter menghasilkan 
akurasi tertinggi dengan kombinasi parameter batch size 32, 
epoch 30, dan learning rate 0,0001. Secara keseluruhan, 
EfficientNetV2 mampu menghasilkan akurasi tinggi dengan 
waktu pelatihan yang efisien, menjadikannya solusi andal 
untuk klasifikasi jamur layak konsumsi, dengan potensi 
pengembangan lebih lanjut melalui teknik augmentasi data 
dan optimasi hyperparameter. 
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